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传统的假新闻检测方式：
基于特征工程
基于深度学习（RNN或者深度神经网络）

问题：尽管现有的深度学习方法在基于新闻内容的高级特征表示来检测虚假新闻方面取得了巨大的成功，但它们忽略了人们通常通过外部知识来判断新闻的真实性。

新闻内容高度浓缩，由大量实体提及组成。注意：实体entity和实体提及entity mention是不同的。实体只会有一个，实体提及有很多。举例来说，下面的新闻中蓝色的字都是实体提及，但是针对“Barack Obama”, “Mr. Obama” and “Obama”三个实体提及的实体只会有一个“Barack Obama”。
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人们的习惯：先读一遍新闻，再看到“West Texas”是一个地点, “Barack Obama” and “Gary Jones”是一个政治家，最后判断“Barack Obama”, “Mr. Obama” and “Obama” 代指同一个人“Barack Obama”,

这些知识水平的判断和联系有助于评估新闻的可信度。但是，这些实体提及并不能从新闻的文本内容上直接理解。因此，外部知识的引入对于假新闻的检测非常重要。

此外，还有以下好处：
1. 模糊性实体提及通常发生在新闻内容中。通过将新闻内容中的每次实体提及与知识图中对应的实体相关联，可以避免提及的模糊性，即消除了在深度学习过程的不确定性，由上下文决定该词的含义。
2. 知识图还可以提供更多相关实体的补充信息，这有助于学习新闻中同一性实体的知识层面的关系，提高假新闻检测的性能。

本文主要贡献：
1. 我们提出将从知识图谱中提取的实体及其实体上下文整合到假新闻检测中。
2. 我们提出了一个用于假新闻检测的知识感知注意网络。为了更合理有效地将知识整合到新闻中，我们引入了两种注意机制(N-E和N-E2C)来获取实体和实体上下文的相对重要性。
3. 我们在三个标准数据集上进行了大量的假新闻检测实验。结果表明，我们的模型优于目前最先进的方法。

问题定义：
假新闻检测可以被定义为一个二元分类问题，即每个新闻文章可以真(y = 0)或假(y = 1)。
每个新闻S是一个单词序列，其中某些可能对应于某个实体。
对每个实体e来说，定义其直接相连的实体为ec(e)。
因此，问题是在给定的S和实体e组成的集合E和实体的相连实体ec组成的集合EC。学习一种检测函数，其中。
特别说明，EC向量的生成是将ec向量取平均值。

KAN网络结构：
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文本编码模块：
文本编码模块旨在生成新闻内容表示。为了捕获新闻内容的表示，我们使用Transformer Encoder作为模块的核心。我们选择Transformer Encoder的原因如下：
1. Transformer包含自注意力层，可以学习长期依赖关系。
2. 能够通过位置编码捕获序列信息，具有较强的语义特征提取能力。
在编码的时候还要考虑位置关系，即Positional Encoding。公式如下：
[image: ]。其中w是原始经过了词向量矩阵编码成d维的单词。

知识提取：先通过实体链接进行提及和实体的映射，再找到关联实体。
Through entity linking (Milne and Witten 2008; Sil and Yates 2013), the entity mentions in the news contents are identified and aligned with their counterpart entities in the knowledge graph.
知识编码器：取平均值
注意力机制：Q、K、V
由于并非所有实体都对新闻的意义做出了相同的贡献，我们设计了面向实体(N-E)关注的新闻注意力，以衡量每个实体相对于新闻内容的重要性。在N-E注意力机制中，q来自新闻表示，k和v来自实体的中间编码q0。通过计算新闻与其对应实体之间的语义相似度，为每个实体分配一个权重α来表示其重要性。
此外，为了考虑实体上下文的相对重要性，我们提出了面向实体和实体上下文(N-E2C)的新闻注意力(N-E2C)，根据新闻及其实体来衡量每个实体上下文的重要性。在N-E2C注意中，q来自新闻表示p，k来自实体中间编码q0，v来自实体上下文中间编码r0。通过计算新闻与其对应实体之间的语义相似度，根据对应实体的重要性赋予每个实体上下文的权值β:
深度神经网络分类器：全连接层、softmax、交叉熵损失、L2正则化

实验：
为了评价KAN算法的性能，我们在三个基准数据集上进行了实验。前两个数据集PolitiFact和GossipCop为FakeNewsNet的基准数据集用于假新闻检测。第三个数据集是PHEME。PHEME数据集由Twitter平台上的tweets组成，收集自5条突发新闻。这些新闻数据集的详细信息如表1所示。
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五折交叉验证：
Baseline：支持向量机、随机森林分类器，决策树分类器，GRU深度学习、TransE知识图谱+真新闻与假新闻分类器结合、CNN学习新闻表示。
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结果：KAN>KCNN>B-TransE>GRU-2, SVM, RFC, DTC.
在使用新闻内容和知识方法方面，KAN的表现优于KCNN和B-TransE。如上表所示，KAN在三个数据集上的表现始终优于KCNN。例如，与KCNN在F1得分和准确度方面相比，KAN在PolitiFact上的性能提高了7.4%和7.6%，在GossipCop上的性能提高了2.8%和2.8%，在PHEME上的性能提高了9.7%和5.7%。
KAN的优势：
1. KAN使用了知识感知网络，可以消除新闻中提及实体所造成的歧义，学习新闻实体之间的知识层次联系。
2. KAN采用的注意力网络可以衡量实体和实体上下文知识的重要性，并将它们有效地融合到新闻表征中。

消融实验：
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KAN\EC: KAN\EC是KAN的变体，没有实体上下文序列。
KAN\E: KAN\E是KAN的变体，在向模型输入信息时没有实体序列。
KAN\EC\E: KAN\EC\E是KAN的变体，它没有实体和实体上下文，只通过新闻内容检测假新闻。
KAN\N-E: KAN\N-E是KAN的变体，不计算实体(N-E)注意力的新闻内容。
KAN\N-E2C: KAN\N-E2C是KAN的变体，不考虑面向实体和实体上下文(N-E2C)注意力的新闻内容。
KAN\N-E\N-E2C: KAN\N-E\N-E2C消除了N-E注意力和N-E2C注意力。

所有变体中的超参数都由验证集确定。我们用5倍交叉验证来评估变异。
使用知识和注意的效果分别如上图所示，从中我们可以得出结论：
1. 当我们消除实体上下文知识时，结果被简化了。这表明实体语境的综合信息有助于理解新闻中的实体。
2. 当忽略实体序列时，KAN\E算法在三个数据集上的性能都比KAN算法有所下降。结果表明，实体在新闻实体提及的消歧中起着重要作用。同时，它也为有效地合并实体上下文提供了基础。
3. 去除外部知识后，KAN\EC\E与所有数据集中的KAN相比，结果有所下降。例如，与KAN相比，在F1得分方面，PolitiFact上的性能降低了2.2%，在GossipCop上降低了1.2%，在PHEME上降低了1.3%。
结果表明，在KAN中考虑新闻知识对引导假新闻检测的重要性。N-E注意和N-E2C注意的使用分别可以提高性能，如果将它们结合使用，我们可以获得更好的性能。例如，N-E注意和N-E2C注意一起使用的结果在PolitiFact上提高了2.2%，在GossipCop上提高了6.2%。结果验证了所提出的注意机制的有效性。
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[image: ]直观上，可以看到前面的项（原三元组）应当变小，后面的项（打碎的三元组）应当变大。
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Statistic PolitiFact  GossipCop PHEME

# True news 443 4219 1886
# Fake news 372 3393 856
# Total news 815 7612 2742
avg# words per news 1427 705 410
avg.# entities per news 55 36 20

Table 1: Statistics of the news datasets. “#” denotes “the
number of”
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Datasets Metric SVM RFC DTC GRU-2 B-TransE KCNN KAN
Precision 0.746 0.7470 0.7476 0.7083 0.7739 0.7852 0.8687
Recall 0.6826 0.7361 0.7454 0.7048 0.7658 0.7824 0.8499
PolitiFact Fl 0.6466 0.7362 0.7450 0.7041 0.7641 0.7804 0.8539
Accuracy 0.6694 0.7406 0.7486 0.7109 0.7694 0.7827 0.8586
AUC 0.6826 0.8074 0.7454 0.7896 0.834 0.8488 0.9197
Precision 0.7493 0.7015 0.6921 0.7176 0.7369 0.7483 0.7764
Recall 0.6254 0.6707 0.6922 0.7079 0.733 0.7422 0.7696
GossipCop Fl 0.5955 0.6691 0.6919 0.7079 0.734 0.7433 0.7713
Accuracy 0.6643 0.6918 0.6959 0.718 0.7394 0.7491 0.7766
AUC 0.6253 0.7389 0.6929 0.7516 0.7995 0.8125 0.8435
Precision 0.7357 0.6602 0.648 0.7003 0.6834 0.6832 0.7593
Recall 0.6116 0.6090 0.6541 0.6901 0.6061 0.6419 0.7437
PHEME Fl 0.6120 0.6138 0.6499 0.6917 0.6074 0.6489 0.7461
Accuracy 0.7379 0.7128 0.6909 0.7371 0.72 0.7265 0.783
AUC 0.6115 0.6833 0.6541 0.7552 0.7278 0.745 0.8373

Table 2: Comparison with Existing Methods.
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Figure 4: Impact analysis of entities, entity contexts, entities and entity contexts jointly influence for fake news detection.
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Figure 5: Impact analysis of N-E attention and N-E>C attention for fake news detection.
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To learn such embeddings, we minimize a margin-based ranking criterion over the training set:
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KAN: Knowledge-aware Attention Network for Fake News Detection
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Court Orders Obama To Pay $400 Million In Restitution

The West Texas Federal Appeals Court, operating out of the 33rd District,
has ordered that Barack Obama repay $400 Million to the American
people for funds he says were “lost" during an illegal transaction with
Iranian hard-liners. Judge Gary Jones and Judge Amanda Perry stood
together to overrule Judge Kris Weinshenker in a split decision.

“Never before has a President taken a knee during his term and flaked on
his duties like Obama did. This money is owed to the American perople
and then some. Punitive damages weren't assessed. Had they been it is
doubtful Mr. Obama would ever recover financially."

Figure 1: A piece of fake news on PolitiFact.
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Figure 2: Illustration of the KAN framework.




